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摘要：针对传统的协同过滤算法存在稀疏性较大和扩展性较差的问题，提出了

基于改进的奇异值分解（ＳＶＤ）算法和二分Ｋ－均值聚类算法的协同过滤算法．
该算法首先利用改进的ＳＶＤ算法对稀疏的用户－项目评分矩阵进行降维，获得
用户隐含特征矩阵，然后运用二分Ｋ－均值聚类算法对相似用户进行聚类来提
升算法的可扩展性，最后利用最近邻居集的评分修正目标用户的评分，以减小

因矩阵分解导致用户信息丢失造成的误差．利用ＭｏｖｉｅＬｅｎｓ１００Ｋ数据集进行的
实验结果表明，与传统的基于用户的协同过滤算法、基于 Ｋ－均值聚类的协同
过滤算法和隐语义模型（ＬＦＭ）算法相比，本文提出的算法能够有效提高推荐结
果的准确性．
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０　引言

当前，随着网络技术的迅猛发展，人们可获

取的网络信息量日益增多．在这个信息过载的

年代，人们对于信息的筛选、分辨变得异常困

难，如何更快更高效地获取所需要的信息已成

为人们关注的焦点［１］．

为缓解信息过载、数据冗杂、选择困难等问

题，研究人员将目光投向个性化推荐系统．推荐

系统可以根据每个用户的历史行为，分析出用

户潜在的喜好，将用户可能感兴趣的内容推荐

给用户［２］．个性化推荐系统目前已广泛应用于

电影、新闻、音乐、电子商务、社交网络等领域．

推荐算法作为推荐系统的核心内容，一直

是国内外研究的热点．常见的推荐算法有基于

矩阵分解的推荐算法、基于混合算法的推荐算

法、基于协同过滤的推荐算法、基于深度学习的

推荐算法、基于内容的推荐算法、基于关联规则

的推荐算法等［３－４］．

协同过滤 ＣＦ（ｃｏｌｌａｂｏｒａｔｉｖｅｆｉｌｔｅｒｉｎｇ）算法，

是运用较早也是推荐效果较好的一种推荐算

法．ＣＦ算法主要基于用户的历史行为构建用户

和项目之间的评分矩阵，根据评分矩阵的相似

性向用户做出推荐，一般分为两种情况：一种是

基于用户的协同过滤推荐，另一种是基于项目

的协同过滤推荐［５］．但是随着数据量的不断增

大、评分矩阵较稀疏等原因，ＣＦ算法的推荐效

果不是很理想．近年来，为了改善数据稀疏性和

算法可扩展性，研究人员做了许多研究，例如通

过降维技术或聚类技术来改善传统 ＣＦ算法的

不足［６－９］．Ｈ．Ｋｏｏｈｉ等［６］提出了一种基于用户

的模糊Ｃ－均值方法，提高了推荐准确率和可

扩展性，但没有解决数据稀疏的问题；Ｘ．Ｓｕ

等［７］使用了基于用户聚类的协同过滤算法，通

过对用户评分矩阵运用 Ｋ－均值聚类算法，把

相似度较高的用户分到同一个簇中，以减少搜

索最近邻的时间，但是由于初始质心是随机选取

的，可能导致质心聚集造成推荐质量下降；孙小

华等［８］在协同过滤中结合奇异值分解ＳＶＤ（ｓｉｎ

ｇｕｌａｒｖａｌｕｅｄｅｃｏｍｐｏｓｉｔｉｏｎ）和 Ｋ－近邻（ＫＮＮ）算

法改善了数据稀疏性造成的影响，但传统的ＳＶＤ

算法对较大数据集的处理效果仍不理想；刘艺

等［９］采用ＢＰ神经网络来预测评分，虽然可以改

善数据稀疏造成的影响，但需要花费更长的近邻

查找时间．

鉴于此，本文拟提出一种基于改进的 ＳＶＤ

算法和二分 Ｋ－均值聚类算法的协同过滤算

法，通过改进的ＳＶＤ算法获得用户隐含特征矩

阵，然后使用二分 Ｋ－均值聚类算法将相似度

较高的用户划分到同一个簇中，最后通过最近

邻算法预测目标用户对项目的评分，以期降低

由数据稀疏性带来的推荐结果误差，提高推荐

准确率并提升算法的可扩展性．
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１　算法设计

本文提出了基于改进的 ＳＶＤ算法和二分

Ｋ－均值聚类算法的协同过滤推荐算法．改进

的ＳＶＤ算法对高度稀疏的矩阵拥有较好的推

荐效果；二分 Ｋ－均值聚类算法可以提高查找

用户邻居集的效率，提升算法的可扩展性．

１．１　传统ＳＶＤ技术及其改进
ＳＶＤ是线性代数中常见的重要矩阵分解技

术之一．矩阵分解通过降低数据的维度提高算

法的运行速度，同时能够得出数据的主要信息，

减少数据特征的数量．在推荐系统中，基于ＳＶＤ

的矩阵分解算法一直以来都具有良好的性能和

表现．

由于ＳＶＤ分解矩阵需要矩阵的全部数据，

所以要先将稀疏的初始评分矩阵 Ｒ中的每一

个缺失数据都补充上相应的用户评分，Ｂ．Ｓａｒ

ｗａｒ等［１０］提出，可以将Ｒ做归一化处理，将评分

矩阵的每一个元素都减去所有已知用户评分的

平均值，再对其做ＳＶＤ分解．ＳＶＤ的分解公式为

Ｒｎ×ｒ＝Ｕｎ×ｓΣｓ×ｓＶ
Ｔ
ｓ×ｒ

其中，Ｒ是一个ｎ行ｒ列的矩阵，左奇异矩阵Ｕ是

一个ｎ行ｓ列的标准正交矩阵，右奇异矩阵ＶＴ是

一个ｓ行ｒ列的标准正交矩阵，Σ是一个ｓ行ｓ列

的对角矩阵．Σ矩阵对角元素是从大到小排列

的，被称为初始矩阵Ｒ的奇异值．在实际应用中，

通常只取前ｍ个奇异值，它们保留了矩阵中９０％

的能量信息，剩余的奇异值置零，这就意味着在

这个数据集中只有ｍ个重要的数据特征，其余的

特征则是噪声或者是冗余的特征．

由于传统 ＳＶＤ技术需要将稀疏矩阵填充

为稠密矩阵，运算量较大，计算过程较为复杂，

所以本文提出了一种新的矩阵分解方式：将初

始的评分矩阵Ｒ分解成两个小的矩阵Ｘ和Ｙ，Ｘ

为用户隐含特征矩阵，Ｙ为物品隐含特征矩阵．

其建模公式为

Ｒｎ×ｒ＝Ｘｎ×ＪＹ
Ｔ
ｒ×Ｊ

其中，Ｊ表示隐含特征因子的个数，矩阵Ｘｎ×Ｊ每

一行为用户的隐含特征向量，矩阵 Ｙｒ×Ｊ的每一

行为项目的隐含特征向量．利用用户和项目的

隐含特征向量可以求解用户ｕ对还未评分的项

目ｉ可能的预测评分，其公式为

Ｒ^（ｕ，ｉ）＝∑
Ｊ

ｊ＝１
ＸｕｊＹｉｊ ①

其中，^Ｒ（ｕ，ｉ）是模型预估的用户 ｕ对项目 ｉ的

预测评分，Ｘｕｊ表示用户ｕ的第ｊ个特征值，Ｙｉｊ表

示物品ｉ的第ｊ个特征值．

１．２　二分Ｋ－均值聚类算法
随着推荐系统中用户和项目数量指数式上

涨，导致算法的计算量大增，查找邻居集所花的

时间也越来越长．所以本文采用聚类技术来缩

短查找邻居集所用的时间，进一步提高推荐的

速度和实时性［７］．聚类算法属于一种无监督学

习算法，其基本思路是把一堆物品或者数据按

一些特定的规则进行分类，从而使相似的物品

或数据尽可能分在同一类别（簇）中．

Ｋ－均值聚类算法是较流行的聚类算法之

一，其优点是实现难度较低，聚类效果较好［１１］．

Ｋ－均值聚类算法的基本思想是通过迭代将数

据集划分为ｋ个簇，使得相同簇中数据之间的

相似性较大，不同簇中数据之间的相似性较小．

但是Ｋ－均值聚类算法存在收敛于局部最小值

的问题，因此，研究人员提出了一种优化的算

法，即二分Ｋ－均值聚类算法．该算法首先把所

有点作为一个簇，之后把这个簇一分为二，然后

再选择其中一个簇进行Ｋ－均值聚类（ｋ＝２），

选取簇的标准是对该簇进行划分是否能最大可

能地降低误差平方和的值，误差平方和是一种

用来度量聚类效果的指标，其值越小说明数据

点离所属簇的质心越近，聚类效果越好．通过

这种方法不断划分，直到最终得到的簇的数目

与用户最开始给定的ｋ值相等．二分Ｋ－均值
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聚类算法与Ｋ－均值聚类算法相比，不但受初

始质心的影响更小，而且聚类速度更快，效果

更好．

１．３　本文算法流程
１．３．１　降维处理　首先通过改进的ＳＶＤ算法

对稀疏的用户 －项目评分矩阵进行降维，得到

用户隐含特征矩阵．由式 ① 可以得到改进的

ＳＶＤ的损失函数：

Ｌｏｓｓ＝∑
（ｕ，ｉ）∈Ｄ

（Ｒ（ｕ，ｉ）－Ｒ^（ｕ，ｉ））２ ②

其中，Ｄ为训练集中所有用户对项目的评分集

合，Ｒ（ｕ，ｉ）是用户ｕ对项目ｉ的实际评分，^Ｒ（ｕ，

ｉ）是模型预估的用户ｕ对项目ｉ的预测评分．为

了防止过拟合，对式②进行Ｌ２正则化：

Ｌｏｓｓ＝∑
（ｕ，ｉ）∈Ｄ

（Ｒ（ｕ，ｉ）－∑
Ｊ

ｊ＝１
ＸｕｊＹｉｊ）

２＋

α‖Ｘｕ‖
２＋α‖Ｙｉ‖

２ ③
其中，α为正则化参数．

对式③采用随机梯度下降法进行优化，分

别对参数Ｘｕｊ和Ｙｉｊ求偏导：

Ｌｏｓｓ
Ｘｕｊ

＝－２（Ｒ（ｕ，ｉ）－Ｒ^（ｕ，ｉ））Ｙｉｊ＋２αＸｕｊ

Ｌｏｓｓ
Ｙｉｊ

＝－２（Ｒ（ｕ，ｉ）－Ｒ^（ｕ，ｉ））Ｘｉｊ＋２αＹｉｊ

通过梯度下降得到Ｘｕｊ和Ｙｉｊ的第ｎ＋１次迭

代结果：

Ｘ（ｎ＋１）ｕｊ ＝Ｘ（ｎ）ｕｊ －β
Ｌｏｓｓ
Ｘ（ｎ）ｕｊ

Ｙ（ｎ＋１）ｉｊ ＝Ｙ（ｎ）ｉｊ －β
Ｌｏｓｓ
Ｙ（ｎ）ｉｊ

其中，β代表的是学习率．

在式③中，损失函数Ｌｏｓｓ中加入了正则化

项，用于控制模型的复杂度．参数α的大小决定

了正则化项对于模型复杂度的约束能力，α过

大可能导致约束力太大，造成一些重要参数的

缺失，影响模型的精度；α过小则会导致约束力

无法减小模型的复杂度，造成过拟合．而参数β
则会影响损失函数找到极值点的概率，β越小，

越容易找到极值点，但也会需要更多的迭代次

数．因此，选取合适的α和β可以更好地提升模

型的精度．

１．３．２　聚类　通过改进的ＳＶＤ算法得到用户

隐含特征矩阵之后，再通过二分 Ｋ－均值聚类

算法对矩阵进行聚类，得到相似用户的簇和质

心．用户到质心的距离通过Ｐｅａｒｓｏｎ相关系数隐

含，Ｐｅａｒｓｏｎ相关系数的计算公式为

Ｐ（Ａ，Ｂ）＝

∑
Ｆ

ｆ＝１
（Ａｆ－珔Ａ）（Ｂｆ－珔Ｂ）

∑
Ｆ

ｆ＝１
（Ａｆ－珔Ａ）槡

２ × ∑
Ｆ

ｆ＝１
（Ｂｆ－珔Ｂ）槡

２

其中，Ａｆ表示用户Ａ对项目ｆ的评分，Ｂｆ表示用

户Ｂ对项目ｆ的评分，珔Ａ和珔Ｂ分别表示用户Ａ和

用户Ｂ对项目打分的平均值，Ｐ（Ａ，Ｂ）即为所求

Ｐｅａｒｓｏｎ相关系数的相似度．

１．３．３　预测评分　根据Ｐｅａｒｓｏｎ相关系数计

算出用户与同簇中其他用户的相似度，再根据

相似度的大小，选取与用户相似度最高的Ｎｕ个

用户作为用户的最近邻居集．通过基于最近邻

居集的预测方法来计算目标用户ｕ对尚未评分

项目ｉ的预测评分．具体评分公式如下：

Ｒ^（ｕ，ｉ）＝∑
Ｊ

ｊ
ＸｕｊＹｉｊ＋

∑
ｖ∈Ｎｕ

Ｐ（ｕ，ｖ）（Ｒ（ｖ，ｉ）－∑
Ｊ

ｊ
ＸｖｊＹｉｊ）

∑
ｖ∈Ｎｕ
Ｐ（ｕ，ｖ）

其中，Ｐ（ｕ，ｖ）代表的是用户ｕ和用户ｖ之间的

相似性，Ｒ（ｖ，ｉ）是用户ｖ对项目ｉ的实际评分．

最后根据预测的结果进行 ＴｏｐＮ推荐，生

成推荐列表．本文算法流程如图１所示．

２　实验结果与分析

２．１　实验数据集与评估指标
本次实验采用的数据集是由美国明尼苏达

大学 ＧｒｏｕｐＬｅｎｓ项目组的研究人员所收集的

·１９·
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图１　本文算法流程图

Ｆｉｇ．１　Ａｌｇｏｒｉｔｈｍｆｌｏｗｃｈａｒｔ

ＭｏｖｉｅＬｅｎｓ１００Ｋ数据集［１２］．该数据集包含９４３
名用户对 １６８２部电影的评分数据，共计
１０００００条，其中每一个用户都至少对其中２０
部以上的电影做出了评分，数据集的稀疏性约

为 ９３．６９５３％．用户的评分为 １—５之间的整
数，评分越高代表用户对电影的喜爱程度越高．

本实验分别采用平均绝对误差和准确率作

为预测精度和分类误差的衡量标准．在推荐系
统中，定义Ｎ为测试集中所有用户对项目做出
评分的集合，计算出每一个实际评分与推荐算

法预测出的评分之间的绝对误差，最后求出其

平均值，得到平均绝对误差，计算公式为

ＭＡＥ＝
∑
（ｕ，ｉ）∈Ｎ

Ｒ（ｕ，ｉ）－Ｒ^（ｕ，ｉ）

Ｎ
其中，Ｎ为测试集的数据大小．ＭＡＥ越小，表

示模型预测值与真实值之间的差值越小，表明

推荐算法的准确度越高．
准确率可以直接反映推荐列表对于用户来

说是否满意，如果推荐列表的准确率较低，说明

在这个推荐列表中用户喜欢的项目较少，用户

体验较差．准确率计算公式为

Ｐｒｅｃｉｓｉｏｎ＝
∑
ｕ∈Ｕ
Ｐ（ｕ）∩Ｔ（ｕ）

∑
ｕ∈Ｕ
Ｐ（ｕ）

其中，Ｐ（ｕ）代表的是训练集中根据用户的行为

做出的推荐列表，而Ｔ（ｕ）则是测试集中用户的

行为列表．

２．２　参数选取
本文提出的基于改进的 ＳＶＤ算法和二分

Ｋ－均值聚类算法的协同过滤算法中的主要参

数包括：隐含特征个数Ｊ、正则化参数α、聚类簇

数ｋ、学习速率β、迭代次数Ｍ和最近邻个数Ｎｕ．

由于学习速率β和迭代次数Ｍ不会对推荐算法

的质量产生太大的影响，根据前期实验和经验，

本文选取Ｍ＝８０，β＝０．０１５［１３］．根据算法准确

度评估指标 ＭＡＥ的变化来调整本文算法的其

他参数．

２．２．１　隐含特征个数　隐含特征个数Ｊ的大

小会影响矩阵分解过程中保留特征信息的多少．

Ｊ越大，可以保留更多的原始矩阵信息，但也会造

成模型的时间和空间复杂度过高；Ｊ越小，会造

成原始矩阵信息丢失过多，增大模型最终预测

推荐结果的误差．为了确定本文算法中 Ｊ的最

优取值，在ｋ＝１０，Ｎｕ ＝２５，Ｍ＝８０，β＝０．０１５，

α＝０．０１的条件下进行实验，结果如图２所示．

由图２可知，随着Ｊ不断增大，原始评分矩

阵中被保留下来的隐含信息逐渐增多，最终推

荐结果的准确度也越高，从Ｊ＝６０开始，本文算

法的推荐准确度逐渐趋于稳定．

２．２．２　正则化参数　正则化参数α的大小决

定了正则化项对于模型复杂度的约束能力．为

了确定本文算法中 α的最优取值，在 ｋ＝１０，

Ｎｕ ＝２５，Ｍ＝８０，β＝０．０１５，Ｊ＝６０的条件下进

行实验，结果如图３所示．
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由图３可知，当正则化参数α＝０．０２时，改

进算法的ＭＡＥ达到最小值，当 α继续上升时，

由于参数太大使得算法出现欠拟合的现象，导

致算法的预测能力越来越差．

２．２．３　聚类簇数　为了确定本文算法中聚类

簇数ｋ的最优取值，在 Ｎｕ ＝２５，Ｍ ＝８０，β＝

０．０１５，Ｊ＝６０，α＝０．０２的条件下进行实验，结

果如图４所示．

　　由图４可知，本文算法的ＭＡＥ值随着聚类

簇数ｋ的不断增大先减小后增大，当ｋ＝１６时，

ＭＡＥ达到最小值．

２．２．４　最近邻个数　最近邻个数Ｎｕ表示选

取与目标用户相似度最高的Ｎｕ个用户，如果选

取的相似用户太多，则会消耗大量的时间，影响

图２　本文算法在不同隐含

特征个数Ｊ下的ＭＡＥ

Ｆｉｇ．２　ＭＡＥｏｆｉｍｐｒｏｖｅｄａｌｇｏｒｉｔｈｍｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔｎｕｍｂｅｒｏｆｈｉｄｄｅｎｆｅａｔｕｒｅｓＪ

图３　本文算法在不同正则化

参数α下的ＭＡＥ

Ｆｉｇ．３　ＭＡＥｏｆｉｍｐｒｏｖｅｄａｌｇｏｒｉｔｈｍｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔｒｅｇｕｌａｒｉｚａｔｉｏｎｐａｒａｍｅｔｅｒｓα

推荐的实时性；如果选取的相似用户太少，则会

使得最近邻居集对最终预测评分的影响较小．

为了确定本文算法中 Ｎｕ的最优取值，在 α＝

０．０２，ｋ＝１６，Ｍ＝８０，β＝０．０１５，Ｊ＝６０的条件

下进行实验，结果如图５所示．

由图５可知，本文算法的ＭＡＥ值随着最近

邻个数Ｎｕ的不断增加而减小，矩阵分解过程中

用户特征信息的损失问题得到一定改善．当Ｎｕ ＝

４０时趋于平稳，之后继续增加对预测评分产生

的影响较小．

综上，本文算法的最优参数确定为Ｊ＝６０，

α＝０．０２，ｋ＝１０，β＝０．０１５，Ｎｕ＝４０，Ｍ＝８０．

２．３　实验结果
为了验证本文算法在实际应用中的推荐效

果，将本文算法与基于用户的协同过滤算法、基

于Ｋ－均值聚类的协同过滤算法、隐语义模型

图４　本文算法在不同聚类簇数ｋ下的ＭＡＥ

Ｆｉｇ．４　ＭＡＥｏｆｉｍｐｒｏｖｅｄａｌｇｏｒｉｔｈｍｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔｃｌｕｓｔｅｒｉｎｇｎｕｍｂｅｒｋ

图５　本文算法在不同最近邻个数Ｎｕ下的ＭＡＥ

Ｆｉｇ．５　ＭＡＥｏｆｉｍｐｒｏｖｅｄａｌｇｏｒｉｔｈｍｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔｎｕｍｂｅｒｓｏｆｎｅａｒｅｓｔｎｅｉｇｈｂｏｒｓＮｕ

·３９·
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（ＬＦＭ）算法进行对比实验，结果如图６和图７

所示．

由图６可知，本文算法的ＭＡＥ始终低于基

于用户的协同过滤算法和基于Ｋ－均值聚类的

协同过滤算法．ＬＦＭ算法的推荐准确度与最近

邻个数Ｎｕ无关，不会随着Ｎｕ的变化而变化．在

Ｎｕ＜２０时，ＬＦＭ算法的推荐效果最好，但是随

着Ｎｕ的不断增加，本文算法逐渐优于 ＬＦＭ算

法，当Ｎｕ＝４０时，ＬＦＭ算法的 ＭＡＥ＝０．７１８９，

本文算法的ＭＡＥ＝０．７０４８，推荐效果提升了约

１．４％．

由图７可知，当最近邻个数 Ｎｕ＜２５时，本

文算法的准确率低于 ＬＦＭ算法，但高于基于

Ｋ－均值聚类的协同过滤算法和基于用户的协

同过滤算法；当Ｎｕ＞２５时，本文算法的准确率

图６　各个算法在不同最近邻个数Ｎｕ下的ＭＡＥ

Ｆｉｇ．６　ＭＡＥｏｆｅａｃｈａｌｇｏｒｉｔｈｍｕｎｄｅｒｄｉｆｆｅｒｅｎｔ

ｎｕｍｂｅｒｓｏｆｎｅａｒｅｓｔｎｅｉｇｈｂｏｒｓＮｕ

图７　各个算法在不同最近邻个数Ｎｕ下的准确率

Ｆｉｇ．７　Ｐｒｅｃｉｓｉｏｎｏｆｅａｃｈａｌｇｏｒｉｔｈｍｕｎｄｅｒｄｉｆｆｅｒｅｎｔ

ｎｕｍｂｅｒｓｏｆｎｅａｒｅｓｔｎｅｉｇｈｂｏｒｓＮｕ

明显优于其他３种算法，并且在Ｎｕ＝５０时趋于

稳定，说明本文算法具有良好的推荐效果．

３　结语

本文将矩阵分解与聚类技术相结合，提出

了基于改进的 ＳＶＤ算法和二分 Ｋ－均值聚类

算法的协同过滤算法，该算法使用改进的 ＳＶＤ

算法得到用户隐含特征矩阵，改善了数据集稀

疏导致推荐结果误差较大的问题，并且通过二

分Ｋ－均值聚类算法提升了推荐算法的可扩展

性，通过实验对比证实了本文算法的推荐性能

优于基于用户的协同过滤算法、基于 Ｋ－均值

聚类的协同过滤算法和ＬＦＭ算法．用户的显性

行为数据虽然能够直接用于推荐算法的计算，

但是这些数据只是实际应用场景数据中的一小

部分，用户的点击次数、浏览记录等隐性行为数

据也会对推荐算法的准确度提升产生至关重要

的影响，后续将进一步研究如何将显性行为数

据和隐性行为数据相结合以提升推荐算法的准

确率．
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